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Методы классификации по характеру принятия решения делятся на методы, исполь-
зующие глобальную оптимизацию (все наблюдения обучающей выборки), и локальную 
оптимизацию (наблюдения только в малой окрестности исследуемого объекта). Пер-
спективным направлением исследований является совмещение преимуществ каждого 
подхода в одном объединенном классификаторе. В статье предложен метод объединения 
этих подходов за счет встраивания локальных метрических признаков в подход, исполь-
зующий глобальную оптимизацию. Данный подход продемонстрирован для случая, ко-
гда в качестве классификатора, использующего глобальную оптимизацию, применяются 
методы случайного леса (random forest) и особо случайных деревьев (extra random trees). 
Предложены различные варианты метрических признаков. Перспективность указанного 
подхода проиллюстрирована на примере решения задачи классификации типа лесных 
массивов, в которой добавление предложенных метрических признаков существенно 
улучшило точность классификации. 
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Methods of classification by nature of decision-making divide on methods using global 
optimization (all training samples are used), and local optimization (only samples in the 
neighbourhood of the studied object are used). The perspective direction of research is 
combination of advantages of each approach in one integrated classifier. In article the method 
of combination of these approaches by embedding of local metric features into the approach 
using global optimization is proposed. This approach is shown for a case when the classifier 
using global optimization is random forest and extra random trees. Various variants of metric 
features are evaluated. Performance of the proposed approach is illustrated on the forest cover 
type prediction task,  where it leads to significant improvement in classification accuracy. 
Keywords: classification, decisive trees, metric signs, type of a forest cover. 

 
 

дин из самых распространенных 
методов машинного обучения для 
задач регрессии и классификации – 

решающие деревья, а также композиции 
решающих деревьев, такие как случайный 
лес (random forest), особо случайные дере-
вья (extra random trees) и бустинг решаю-
щих деревьев. Это связано с тем, что ре-
шающие деревья имеют встроенную 
функциональность отбора признаков, ин-
вариантны к монотонным преобразовани-
ям признаков, позволяют обучаться одно-
временно на разных типах признаков (не-
прерывных, порядковых и номинальных), 
а также с тем, что они быстро обучаются и 
быстро вычисляют прогнозы и могут про-
гнозировать не только сами классы, но и 
их вероятности [4].  

Широкое распространение решающих 
деревьев требует от исследователя пони-
мания алгоритма обучения и свойствен-
ных ему ограничений. Как известно, ре-
шающее дерево при обучении использует 
глобальную оптимизацию, настраиваясь 
на всех данных для выбора корня и ис-
пользуя все более и более ограниченную 
информацию для выбора дочерних узлов. 
Глобальная оптимизация производится не 
полностью, а «жадным» алгоритмом, кото-
рый оптимизирует только выбор каждого 
отдельного узла дерева. В связи с двумя 
перечисленными свойствами решающее 
дерево находит некоторую аппроксима-
цию зависимости в данных в целом по всей 
выборке. В противоположность этому под-
ходу другой известный метод машинного 
обучения – метод ближайших соседей – 

осуществляет прогнозирование, основыва-
ясь только на локальной окрестности ис-
следуемого объекта, используя данные о 
ближайших к нему объектах обучающей 
выборки.  

Поскольку представленные алгоритмы 
используют принципиально разные под-
ходы к выбору прогноза, то естественно 
ожидать, что некоторая их комбинация 
позволит получить результат, превосхо-
дящий по точности результат каждого ме-
тода в отдельности. Концепция объедине-
ния разнородных прогнозирующих алго-
ритмов, компенсирующих ошибки друг 
друга, известна в англоязычной литерату-
ре как stacking или ensemble learning и ос-
нована на том, что прогнозы каждого из 
прогнозирующих алгоритмов подаются на 
вход некоторому объединяющему пред-
сказателю, который выдает окончательный 
прогноз.  

Альтернативным подходом к объедине-
нию разнородных алгоритмов является 
добавление новых признаков, которые ис-
пользуются другими алгоритмами. Обыч-
но производится кластеризация с числом 
кластеров, равным числу классов, и при-
знаковое пространство расширяется за 
счет расстояний между рассматриваемым 
объектом и центрами кластеров. Напри-
мер, ряд авторов к признакам относят 
площади треугольников, образованных 
объектом и центрами всевозможных кла-
стеров [1], другие – добавляют к ним рас-
стояние до ближайшего кластера и сумму 
расстояний до всех остальных кластеров 
[2], третьи – считают признаком сумму 

О 
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расстояний до ближайшего кластера и 
ближайшего соседнего объекта [3].   

Нами предлагается метод уточнения 
решающих деревьев за счет добавления к 
ним метрических признаков, характери-
зующих расстояния до ближайших объек-
тов обучающей выборки, а также ряда 
производных признаков. Подход демонст-
рируется на примере решения задачи 
классификации типов лесных массивов, 
представленной на соревновании kag-
gle.com1, и дает существенное улучшение в 
точности классификации для этой задачи. 

 
Постановка задачи 

Рассматривается задача автоматическо-
го определения типа лесного массива в 
различных точках карты по геологическим 
данным. Рассматривается территория че-
тырех заповедников в США. Всего сущест-
вует 7 допустимых типов леса для рассмат-
риваемой территории: ель обыкновенная, 
скрученная широкохвойная сосна, желтая 
сосна, тополь, осина, ель Дугласа и криво-
лесье. Обучающая выборка состоит из 
15 120 объектов, а контрольная – из  
565 892 объектов. Признаки, позволяющие 
предсказать тип лесного покрова, состоят 
из непрерывных и дискретных. Непре-
рывные признаки включают высоту над 
уровнем моря, азимут, угол наклона земли, 
горизонтальное и вертикальное расстоя-
ние до ближайшей реки/озера, горизон-
тальное расстояние до ближайшей дороги, 
горизонтальное расстояние до лесных по-
жаров и уровень освещенности в 9, 12 и  
15 часов. Дискретные признаки включают 
тип почвы и название природного запо-
ведника. 

 
Предлагаемое решение 

Задача решалась с использованием биб-
лиотеки машинного обучения scikit-learn. 
Поскольку часть признаков – непрерыв-
ные, а часть – дискретные, то напрашива-
лось использование ансамблей решающих 
деревьев. В качестве таких ансамблей ис-

                                                
1 URL: https://www.kaggle.com/c/forest-cover-type-
prediction 

пользовались методы случайного леса 
(random forest) и особо случайных деревьев 
(extra random trees). Поскольку пропорции 
классов в обучающей выборке равные, а в 
тестовой – сильно неравномерные, то при 
обучении и оценивании моделей объекты 
обучающей выборки учитывались с веса-
ми, соответствующими априорным веро-
ятностям классов в тестовой выборке. В ка-
честве критерия неравномерности моде-
лей использовался критерий Джини. При 
настройке узлов деревьев выборка была 
постоянной (сэмплирование осуществля-
лось только по признакам), так как слу-
чайность выборки не давала улучшения в 
качестве. Параметры, наиболее сущест-
венно влияющие на качество, настраива-
лись по сетке значений, используя кросс-
валидацию: доля случайно отобранных 
признаков принимала значения {0,05; 0,1; 
… 0,5}, а минимальное число наблюдений 
в листовых узлах – {1; 5; 10; 20; 40}.  

Для повышения точности производи-
лись следующие преобразования призна-
ков: 

1. Использовались все известные при-
знаки. Дискретные признаки представля-
лись векторами индикаторных функций 
для каждого возможного значения (one-hot 
encoding). 

2. Признаки, соответствующие осве-
щенности в 9, 12 и 15 часов, заменялись на 
единственный признак, измеряющий мак-
симальную освещенность в течение дня. 
Биологическая интерпретация заключает-
ся в том, что прорастание ростка зависит 
от максимальной освещенности, при этом 
не важно, когда именно эта освещенность 
достигается. 

3. Поскольку всего было 40 типов почвы 
(2 не использовались, поскольку по ним не 
было наблюдений в обучающей выборке), 
то для уменьшения количества признаков 
изменялось представление типа почвы – 
вектор индикаторных функций был заме-
нен вектором условных вероятностей каж-
дого класса при заданном типе почвы. 

4. Добавление метрических признаков: 
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‒ расстояний до объектов каждого 
класса обучающей выборки; 

‒ относительных расстояний до объек-
тов каждого класса по отношению к мини-
мальному расстоянию;  

‒ минимального расстояния до объекта 
какого-либо класса в обучающей выборке. 

5. Удаление признаков, характеризую-
щих заповедник, поскольку метрические 
признаки дают более точную информа-
цию об окружении рассматриваемого объ-
екта. 

6. Добавление индикатора, что типы 
почвы для текущего объекта и для бли-
жайшего объекта обучающей выборки 
совпадают. 

7. Добавление индикатора того, что три 
ближайших соседа объекта принадлежат 
одному классу и объект принадлежит тре-
угольнику с вершинами, образованными 
его тремя ближайшими соседями.  

8. Добавлен периметр треугольника, 
полученного на шаге 7 (в случае если три 
ближайших соседа принадлежат разным 
классам, периметр полагался равным бес-
конечности). 

Особенность расчета метрических при-
знаков состоит в том, что среди признаков 
не было координат точек в явном виде. Из 
географических признаков были лишь 
ближайшее горизонтальное расстояние до 
дороги, до лесных пожаров, до воды, а 
также ближайшее вертикальное расстоя-
ние до воды и высота над уровнем моря. 
Поэтому расстояние вычислялось как 
взвешенная сумма этих признаков, где веса 
подбирались по точности классификации 
объектов обучающей выборки методом 
ближайшего соседа по скользящему кон-
тролю на отдельных объектах (leave-one-
out). При этом расстояние между объекта-
ми, принадлежащими разным заповедни-
кам, полагалось равным бесконечности. 

В табл. 1 приведены изменения в точно-
сти для каждого изменения состава при-
знаков для методов random forest и extra 
random trees. Точность измерялась по 
кросс-валидации на обучающей выборке, а 
также на контрольной выборке, используя 
модель, настроенную по всей обучающей 
выборке. 

 
Т а б л и ц а   1  

Точность классификации методов на обучающей и контрольной выборке 
 

Шаг 
Еxtra random trees Random forest 

Обучение (CV) Контроль Обучение (CV) Контроль 

1 0,7842 0,7952 0,7855 0,7936 

2 0,7848 0,7963 0,7902 0,8006 

3 0,7904 0,8001 0,7903 0,7986 

4 0,9192 0,8331 0,9173 0,8306 

5 0,9181 0,8330 0,9173 0,8289 

6 0,9185 0,8347 0,9177 0,8308 

7 0,9178 0,8357 0,9188 0,8299 

8 0,9186 0,8357 0,9184 0,8302 

 
Из представленных результатов видно, 

что изменения признаков в целом улуч-
шают точность модели. Наибольшее 
улучшение в точности было достигнуто за 
счет добавления метрических признаков 
на шаге 4. Данный прием применим и для 
более широкого класса задач, где сущест-
вует разумное определение расстояния 
между объектами и где объекты обучаю-

щей выборки плотно перемежаются с объ-
ектами тестовой выборки. Примечательно, 
что при настройке метрики веса, соответ-
ствующие различным географическим 
признакам, в рассматриваемой задаче ока-
зались сильно неравномерными, что сви-
детельствует о разной способности гео-
графических признаков различать отлич-
ные точки на местности (табл. 2). 
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Т а б л и ц а   2 
Веса признаков в метрике расстояния между объектами 

 

Признак в метрике Вес признака 

Горизонтальное расстояние до ближайшей дороги 0,0912 

Горизонтальное расстояние до ближайшего пожара 0,0778 

Горизонтальное расстояние до источника воды 0,1134 

Вертикальное расстояние до источника воды 0,2852 

Высота над уровнем моря 0,4324 

 
Таким образом, на примере задачи 

классификации типов лесных массивов 
было показано, как вычислять расстояния 
между объектами по косвенным географи-
ческим признакам, даже не располагая яв-
ными географическими координатами на 
карте, а также как расширять признаковое 
пространство, используя новые метриче-
ские признаки. В указанной задаче добав-
ление метрических признаков дало наи-
больший прирост в точности, но указан-
ный прием применим и для более широ-
кого класса задач, где возможно разумное 
определение расстояния и объекты обу-

чающей и контрольной выборки находят-
ся рядом друг с другом. Одним из направ-
лений будущих исследований может быть 
применение указанного приема к другим 
задачам моделирования и построения про-
гнозов.  

Также в статье метрика настраивалась в 
классе взвешенных евклидовых метрик. 
Интересно рассмотреть оптимизацию мет-
рики в более широком классе, например, в 
классе метрик Махаланобиса, что может 
привести к большей точности итогового 
классификатора.
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